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Zusammenfassung

Dieser Text befasst sich mit der Frage, ob es mathematische Intelligenz gibt und was
diese sein könnte. Anhand von einfachen Lehrbuch-Beispielen und Anwendungen aus
der aktuellen Forschung begibt er sich auf die Suche nach Parallelen und Unterschieden
zwischen der mathematischen Intelligenz und ihrem menschlichen Gegenstück. Der
Fokus liegt hierbei auf der sog. mechanistischen Modellierung. Sie erlaubt es, komplexe
Sachverhalte mit Hilfe mathematischer und computergestützter Verfahren zu untersuchen
und trägt auf diese Weise zu einem tieferen, quantitativen Verständnis verschiedenster
Begebenheiten bei.

1 Was ist Intelligenz?

Intelligenz ist ein häufig verwendeter, aber selten definierter Begriff. Verschiedene
Bereiche der Psychologie und der Neurowissenschaften haben unterschiedlich
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fokussierte Definition der Intelligenz hervorgebracht, die sich teils deutlich von-
einander unterscheiden. Als kleinster gemeinsamer Nenner kann möglicherweise
der operationalistische Ansatz gesehen werden, der Intelligenz als das definiert,
was ein Intelligenztest misst [1]. Diese, wenn auch durch definitorische Gleich-
setzung von Konstrukt und erhebbarem Indikator zirkuläre Begriffsbestimmung
hat nicht nur breiten Eingang in die angewandte Literatur gefunden [2], sondern
gibt uns auch wichtige Hinweise, was unter Intelligenz zu verstehen sei. Gängige
Intelligenztest, wie z. B. der Hamburg-Wechsler-Intelligenztest (HAWIE/HAWIK
bzw. WAIS-IV [3]), bestehen aus Fragen zu verschiedenen Bereichen, die ein Pro-
band zu beantworten hat. Intelligenz kann also als die Fähigkeit gesehen werden,
Fragen aus verschiedenen Bereichen „korrekt“ zu beantworten. Diese Sichtweise
ist in gutem Einklang mit der eher summatorischen Definition, die Intelligenz
als eine „sehr allgemeine geistige Fähigkeit, die unter anderem die Fähigkeiten
zum schlussfolgernden Denken, zum Planen, zum Problemlösen, zum abstrakten
Denken, zum Verstehen komplexer Ideen, zum raschen Auffassen und zum Lernen
aus Erfahrung einschließt“, ansieht [4] (deutsche Version nach [5]).

Als mathematische Intelligenz werden wir im Folgenden die Eigenschaft ma-
thematischer oder algorithmischer Strukturen bezeichnen, eine oder mehrere der
oben aufgezählten Fähigkeiten zu realisieren (also Fragen korrekt zu beantworten,
Probleme zu lösen, Erfahrungen zu verwerten, komplexe Sachverhalte zu erfassen
etc.). In der vorliegenden Abhandlung werden wir uns vor allem der sogenannten
mechanistischen mathematischen Modellierung zuwenden und ein paar Aspekte
der künstlichen Intelligenz betrachten.

Die in letzter Zeit so beliebte Verwendung des Begriffs der Intelligenz in Bezug
auf Algorithmen und Modelle stellt einen Antropomorphismus dar, d. h. etwas
nicht Menschlichem werden menschliche Eigenschaften zugeschrieben. Auch
wenn eine solche Zuschreibung durch gewisse Analogiebetrachtungen motiviert
werden kann, liegt, wie es Anthropomorphismen inhärent ist, keine Vergleichbar-
keit im engeren Sinne vor. Wohlwissend, dass zwischen der menschlichen und der
derzeitigen mathematischen bzw. künstlichen Intelligenz deutliche Unterschiede
bestehen, begibt sich dieser Text auf die Suche nach Parallelen zwischen beiden.
Diese Inbezugsetzung bringt natürlicherweise mit sich, dass weitere Begriffe aus
den Humanwissenschaften auf abstrakte Konstrukte übertragen werden, ohne dass
es für diese eine umfassende oder eindeutige Definition in dem neuen Kontext
geben muss.
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2 Wofür brauchen wir mathematische Intelligenz?

Mathematische Intelligenz spielt vor allem bei Prozessen eine Rolle, die sich
einem intuitiven Verständnis entziehen. Hierfür kann es verschiedene Ursachen
geben. Oft liegt mindestens einer der folgenden Gründe vor:

1. Ein Prozess ist von hoher Komplexität, d. h. seine Dynamik wird durch die
Interaktion einer Vielzahl von Einflussgrößen bestimmt, die oft nichtlinear
miteinander interagieren. Beispiel: Die Eigenschaften von Blutstammzellen
nach einer Knochenmarktransplantation hängen von patientenspezifischen
und transplantatspezifischen Faktoren ab. Sie werden durch eine Vielzahl
verschiedener hormoneller Signale reguliert, daher ist es schwierig zu ver-
stehen, wie genau sich die Stammzellen verhalten. Mathematische Modelle
ermöglichen es, die beobachteten Prozesse quantitativ mit den spezifischen
Eigenschaften von Zellen und Signalen zu verknüpfen [6–9].

2. Das genaue Zusammenwirken wesentlicher Einflussgrößen ist (noch) nicht
im Einzelnen bekannt oder es ist (noch) nicht bekannt, welche Einflussgrö-
ßen überhaupt eine Rolle spielen könnten. Beispiel: Es ist unklar, welche
chemischen, physikalischen und biologischen Prozesse die Strukturbildung
in der Embryonalentwicklung oder in der Entwicklungsbiologie gewährleis-
ten. Mathematische Modelle liefern Hinweise darauf, welche Komponenten
der intra- und interzellulären Signalübertragung für eine bestimmte Struktu-
rierung verantwortlich sein können, die auf einer makroskopischen Skala
des Gewebes beobachtet wird. Dies erlaubt es, Experimente zu verstehen
und zu planen [10–12].

3. Es fehlt wünschenswerte Information, weil z. B. wesentliche Größen nicht
oder nicht direkt gemessen werden können bzw. weil eine geringe zeitliche
oder räumliche Auflösung vorliegen. Beispiel: Bei vielen Krebsarten ist es
nicht möglich Krebs-Stammzellen in vivo im Patienten zu charakterisieren
bzw. zu beobachten, wichtige anderweitige Verlaufsparameter können nur
während der relativ selten stattfindenden Nachsorgeuntersuchung erhoben
werden. Das Lösen inverser Probleme für mathematische Modelle (sog.
Parameterschätzung) ermöglicht das Quantifizieren unbekannter Parameter
und nicht beobachtbarer Prozesse [13–16].
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4. Es sollen aus sehr vielen verschiedenen Messgrößen bestehende Datensätze
untersucht werden. Da die Datenmenge das menschliche Auffassungsver-
mögen überschreitet, ist es durch konventionelles Betrachten nicht möglich,
einen Überblick über die im Datensatz enthaltenen Zusammenhänge zu
erlangen. Beispiel: Welche in Genexpressionsstudien gemessenen Verände-
rungen sind relevant für einen beobachteten biologischen Prozess? Solche
Fragen können durch Berechnungsalgorithmen beantwortet werden, die es
ermöglichen, das wahrscheinlichste Szenario zu identifizieren [17].

5. Es gibt verschiedene konkurrierende Hypothesen, aus denen die am besten
zur Realität passende ausgewählt werden soll. Beispiel: Es ist unklar, wie
sich die Eigenschaften neuronaler Stammzellen im Gehirn während der Al-
terung verändern, es könnte sein, dass sich die Sterberate, die Aktivierungs-
rate, die Teilungsrate oder die Differenzierung verändern. Unterschiedliche
Hypothesen können mit einem Modellauswahlansatz (sog. Modellselektion)
untersucht werden [18,19].

Verfahren der mathematischen Intelligenz kommen meistens dort zum Einsatz,
wo aufgrund der oben genannten oder anderer Gründe die Alltagsintelligenz bzw.
die Intuition nicht ausreichen, um Interpretation zu erlangen oder Schlüsse zu
ziehen. Bei mathematischer Intelligenz handelt es sich also im Wesentlichen um
Werkzeuge, die die menschliche Schlussfähigkeit, Entscheidungs- bzw. Vorhersa-
gekompetenz sowie Wissensaneignung unterstützen und erweitern. Der unterstüt-
zende Charakter wird vor allem deutlich, wenn man sich vor Augen führt, dass
selbst wenn die Techniken der mathematischen Intelligenz perfekt funktionierten,
die zu untersuchenden Fragestellungen, die Zielsetzungen, auf welche die ma-
thematischen Verfahren angewendet werden, sowie die Auswahl der zur Klärung
der Fragestellung verwendeten Daten eine Leistung der menschlichen Intelligenz
darstellen.

3 Was ist mechanistische Modellierung und auf welchen
Grundgedanken basiert sie?

Unter mechanistischer Modellierung bzw. Prozessmodellierung verstehen wir
die Übersetzung der einem System bzw. Sachverhalt zugrunde liegenden Me-
chanismen und Prozesse in formale Objekte, die mit Hilfe mathematischer oder
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computergestützter Techniken untersucht werden können (Abb. 1). Die jeweiligen
Prozesse werden hierbei durch sogenannte Prozessparameter quantifiziert, die
festlegen, wie bzw. wie schnell der jeweilige Prozess abläuft. Die resultieren-
den formalen Objekte können z. B. mathematische Gleichungen, Algorithmen
oder Computerprogramme sein. Ein klassisches Beispiel für ein mechanistisches
Modell ist die mathematische Formulierung der Newtonschen Axiome und ihre
Anwendung auf Probleme aus der klassischen Mechanik.

Der Vorteil der formalen Repräsentation besteht darin, dass mathematische und
informatische Techniken angewendet werden können, um die Auswirkung der
modellierten Prozesse auf das betrachtete System systematisch zu untersuchen
und vorherzusagen. Durch die Modellierung wird ein praktisches Problem also
der inhärenten Logik mathematischer Theorien sowie der Effizienz computerge-
stützter Berechnungen zugänglich gemacht. Mathematische Schlussfolgerungen
können auf diese Weise auf das untersuchte System angewendet werden und
geben Aufschluss über dessen Verhalten. Bereits vorhandenes Wissen fließt in die
mechanistische Modellierung in Form der zugrunde gelegten Prozesse bzw. der
bekannten Prozessparameter ein und kann somit zwanglos mit verwendet werden.

Abbildung 1: Prinzip der mechanistischen Modellierung. Quelle: Eigene Darstellung.
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Durch Computersimulation oder mathematische Analyse erlaubt die Prozessmo-
dellierung systematisch zu erforschen, wie die einem System zugrunde liegenden
Mechanismen, das heißt die Modellannahmen, seine messbare Dynamik bestim-
men. Während der sogenannten Modellvalidierung wird die von einem Modell
vorhergesagte Dynamik mit Daten verglichen. Dieser Schritt erlaubt einzuschätzen,
wie gut ein Modell mit der Realität übereinstimmt. Im Idealfall wird das jeweilige
Modell zusätzlich dadurch validiert, dass das Ergebnis noch nicht durchgeführter
Experimente vorausgesagt und durch entsprechende neue Messungen bestätigt
wird.

Aus erkenntnistheoretischer Sicht ist es wesentlich sich zu verdeutlichen, dass
ein mechanistisches Modell, selbst wenn es gut zu allen verfügbaren Daten passt,
keinen Beweis für die Richtigkeit der zugrunde gelegten Annahmen darstellt.
Es kann lediglich die Aussage getroffen werden, dass die beobachtete System-
dynamik mit den mechanistischen Modellannahmen kompatibel ist, alternative
Modellannahmen könnten jedoch zu einer genauso guten oder auch noch besseren
Übereinstimmung mit der Realität führen. Auch falsche Modellannahmen können
in bestimmten Kontexten zu korrekten Vorhersagen führen, man denke hier etwa
an den Lichtäther, dessen Existenz erst Jahre nach seiner Postulierung widerlegt
werden konnte [20]. Die Tatsache, dass die Korrektheit eines Modells nicht be-
wiesen werden kann, ist nicht ein Problem, das spezifisch bei der mathematischen
Modellierung auftritt, vielmehr ist es eine Eigenschaft, die allen auf Kausalität
abzielenden empirisch validierten Ansätzen gemein ist. Es gilt also bei der mathe-
matischen Modellierung, wie auch in den anderen Naturwissenschaften, dass ein
Modell nur solange als gültig angesehen werden kann, bis es zu einer inkorrekten
Vorhersage führt. Diese Tatsache bedingt eine Evolution von Modellen, die mit der
Zunahme bzw. Weiterentwicklung unseres Wissens einhergeht, wie wir sie z. B.
von der Einsteinschen Verallgemeinerung der Newtonschen Mechanik kennen.

Umgekehrt, wenn die von einem Modell vorhergesagte Systemdynamik nicht
mit Beobachtungen übereinstimmt, kann die Schlussfolgerung getroffen werden,
dass mindestens eine der zugrunde gelegten Modellannahmen falsch ist. Das
heißt, dass die betrachteten Mechanismen nicht in der Lage sind, das beobach-
tete Verhalten zu erklären. Oft liegt dies daran, dass wesentliche Interaktionen
nicht oder nicht korrekt berücksichtigt wurden. In diesem Falle muss ein Modell
entsprechend revidiert werden.
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Insbesondere im Rahmen der Forschung können Modelle, die nicht zu Daten
passen, sehr fruchtbar sein, da sie belegen, dass ein Prozess noch nicht vollständig
verstanden ist und dass nach weiteren Mechanismen zu suchen ist. Oft kann dann
die vom Modell inkorrekt vorhergesagte Dynamik durch quantitativen Vergleich
mit Daten Aufschluss darüber geben, wie sich der zu suchende Mechanismus
qualitativ verhalten müsste, ob er also z. B. einen anderen Prozess aktiviert oder
hemmt.

Zusammenfassend kann man ein mechanistisches Modell als eine Deduktions-
maschine betrachten, die Modellannahmen, das heißt die dem Modell zugrunde
gelegten Mechanismen, durch mathematische oder computergestützte Methoden
in ein hypothetisches Systemverhalten überführt, das mit beobachteten Daten
verglichen werden kann. Oft ist es besonders interessant, die Dynamik verschie-
dener Modelle, die auf unterschiedlichen Annahmen basieren, miteinander zu
vergleichen und zu Daten in Beziehung zu setzen. Ein solcher Vergleich erlaubt
Aufschlüsse darüber, welche Mechanismen für welche Phänomene verantwortlich
sein könnten und kann somit induktiv zur Bildung neuer Theorien beitragen, das
Design neuer Experimente unterstützen und neue Hypothesen hervorbringen.

4 Wofür kann man mechanistische Modellierung anwenden?

Die Anwendungsgebiete der mechanistischen Modellierung sind sehr weitläufig,
sie umfassen unter anderem Bereiche der Biologie, der Physik, der Medizin, der
Pharmazie, der Chemie und der Ökonomie. Um die Prinzipien der mechanis-
tischen Modellierung, deren Anwendungen sowie deren Beziehung zur Defini-
tion der Intelligenz zu verdeutlichen, werden wir im Folgenden ein einfaches
Lehrbuch-Beispiel betrachten. Danach werden wir auf die Techniken sowie auf
Anwendungsbeispiele der mechanistischen Modellierung aus unserer aktuellen
Forschung eingehen.

4.1 Ein einfaches Beispiel

Ein sehr frühes und instruktives Beispiel für die mechanistische Modellierung ist
das exponentielle Wachstum einer Bakterienpopulation in einem gut durchmisch-
ten Medium. Setzt man voraus, dass sich alle Bakterien gleich verhalten, nicht
sterben und eine im Verlauf des Experimentes konstante Anzahl von Teilungen pro
Zeiteinheit durchlaufen, ergibt sich das wohlbekannte exponentielle Wachstums-
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gesetz, das die Anzahl der Bakterien pro Milliliter Medium im zeitlichen Verlauf
beschreibt. Ferner werde angenommen, dass sich zu Beginn des Experimentes
mindestens ein Bakterium im Nährmedium befinde.

Die exponentielle Wachstumskurve ist also ein sehr einfaches Beispiel für ein
mechanistisches mathematisches Modell. Wichtige Parameter dieses Modells sind
zum einen die Anzahl der Bakterien pro Milliliter Nährmedium zu Beginn des
Experimentes, auch Anfangsbedingung genannt, sowie die Wachstumsrate, die
ein Beispiel für einen sogenannten Prozessparameter ist und im Wesentlichen
beschreibt, wie häufig sich die Bakterien teilen. Das Modell erlaubt, die Wachs-
tumsdynamik der Bakterienpopulation in Abhängigkeit von Anfangsbedingungen
und Prozessparametern zu charakterisieren und zu quantifizieren. Das erhaltene
Modell kann in verschiedenen Zusammenhängen angewendet werden.

4.2 Quantifizierung und Parameterschätzung

Angenommen, wir verfügen über experimentelle Daten, die das exponentielle
Wachstum einer Bakterienkonzentration zeigen. Anhand solcher Daten wird es
uns dann möglich, mit Hilfe des Modells die Teilungsrate der Bakterienpopulation
abzuschätzen. Zu diesem Zweck würde man die Wachstumsrate im Modell solange
variieren, bis sie möglichst gut zu den gemessenen Daten passt. Ein solchen An-
satz bezeichnet man als Parameterschätzung [21] (Abb. 2A). Parameterschätzung
erlaubt es, aus einem mathematischen Prozessmodell und einem vorhandenen
Datensatz nicht direkt gemessene Größen, wie in diesem Fall die Teilungsrate
der Bakterienpopulation, zu quantifizieren. Das Modell ist also in der Lage, unter
Einbezug vorhandenen Wissens (in diesem Fall in Form von biologischen Pro-
zessen d. h. Zellteilung, und experimentellen Daten) Fragen zu beantworten bzw.
Quantifizierungsprobleme zu lösen – nämlich im vorliegenden Beispiel die Frage,
wie hoch die Teilungsrate der beobachteten Bakterienpopulation ist. Man könnte
auch sagen: Das Modell kann die unbekannte Teilungsrate aus den angenommenen
Prozessen und den gegebenen Daten schlussfolgern. Oder: Das Modell „lernt“ die
Wachstumsrate basierend auf der Erfahrung der zugrunde gelegten biologischen
Prozesse und der experimentellen Messungen. Problemlösen, Schlussfolgern und
Lernen aus Erfahrung sind nach der eingangs angeführten Definition Merkmale
von Intelligenz.

Bei der Parameterschätzung muss beachtet werden, dass man mit einem vorlie-
genden Datensatz nicht beliebig viele Modellparameter zuverlässig abschätzen
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kann. Aus diesem Grund sollte die Komplexität des Modells immer an die verfüg-
bare Datenlage und die bearbeitete Fragestellung angepasst werden. Grundsätzlich
ist abzuwägen, welche Prozesse wie detailliert modelliert werden sollen und wel-

Abbildung 2: Merkmale der Intelligenz verglichen mit Eigenschaften mechanistischer Modellie-
rung. (A) Ziehen logisch fundierter Schlussfolgerungen, hier am Beispiel der Parameterschätzung.
Bei der Parameterschätzung werden aus Modell und Daten Parameterwerte geschlussfolgert. (B)
Problemlösen, hier am Beispiel eines Vorhersageproblems. Validierte und parametrisierte mecha-
nistische Modelle können das Verhalten eines Systems prognostizieren. (C) Lernen aus Erfahrung.
Basierend auf der Erfahrung (hier in der Form von Daten) kann durch Modellselektion „gelernt“
werden, welches Modell am wahrscheinlichsten zur Realität passt. (D) Planen, hier am Beispiel des
experimentellen Designs. Mit Hilfe von Modellen kann geplant werden, zu welchen Zeitpunkten
Messungen erfolgen müssen, um eine vorgegebene Frage so gut wie möglich zu beantworten. Im
gezeigten Beispiel geht es darum, ein Experiment zu planen, das erlaubt, ein Modell zu bestätigen
und das andere zu verwerfen. Messwerte sind als rote Punkte dargestellt. (E) Verstehen komplexer
Systeme, hier am Beispiel der Modellreduktion. Systematische und rigorose Vereinfachungen eines
komplexen Modells erlauben zu verstehen, welche Prozesse für welche beobachteten Phänomene
verantwortlich sind.
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che Einflussgrößen von Relevanz sind. Im Kontext vieler Anwendungen sind
spezifische einfache Modelle einem komplexen allgemeinen Modell vorzuziehen.

4.3 Vorhersagen

Das betrachtete Modell des Wachstums einer Bakterienpopulation kann bei be-
kannter Teilungsrate und Anfangspopulation vorhersagen, wie lange es dauern
wird, um eine vorgegebene Bakterienkonzentration experimentell zu erzeugen. Es
kann also mit Hilfe des Modells und bekannter Parameter ein Experiment geplant
werden (Abb. 2B). Planen basierend auf Erfahrung ist ebenfalls ein Merkmal
von Intelligenz im Sinne der obigen Definition. In medizinischen Anwendungen
kann es sehr hilfreich sein, Modellparameter anhand vorliegender Patientendaten
zu schätzen und unter Benutzung des parametrisierten Modells den zukünftigen
Krankheitsverlauf zu prognostizieren [13–16].

Allgemeiner kann man festhalten, dass mechanistische mathematische Modelle
ein nützliches Werkzeug sind, um zu untersuchen, wie sich Anfangsbedingun-
gen und Systemparameter auf eine zu beobachtende Dynamik auswirken. Eine
derartige quantitative Vorhersage von Systemverhalten ist im Kontext vieler An-
wendungen relevant. Man denke etwa an Probleme aus der Epidemiologie und der
Planung von Impfstrategien [22].

Wichtig ist es, sich darüber im Klaren zu sein, dass die auf einem Modell
basierenden Schlussfolgerungen und Vorhersagen nur dann zutreffen, wenn die
Modellannahmen die Realität adäquat beschreiben. Andernfalls kann das Modell
zu falschen Schlussfolgerungen führen. Aus diesem Grund sollte man sich stets
der einem Modell zugrunde liegenden Annahmen gewahr sein, und diese, soweit
wie möglich, vor der Anwendung des Modells verifizieren.

Eine wünschenswerte Eigenschaft von Modellen ist in diesem Zusammenhang
die sogenannte Robustheit. Ein robustes Modell liefert auch dann, wenn die
Annahmen nicht exakt, sondern nur näherungsweise erfüllt sind, eine im Sinne der
Anwendung hinreichend exakte Vorhersage. In unserem Beispiel würde das z. B.
bedeuten, dass auch wenn Bakterien sterben, die Sterberate jedoch im Vergleich
zur Teilungsrate klein ist, unser Modell eine gute Annäherung an die Realität
darstellt und für gewisse Fragestellung verwendet werden kann.
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4.4 Modell- und Hypothesenselektion, Hypothesengenerierung

Mathematische Modelle, deren Vorhersagen deutlich von der Realität abweichen,
können zur Bildung neuer Hypothesen beitragen. Wenn man beispielsweise ei-
ne Bakterienkultur lange genug beobachtet, wird man feststellen, dass die vom
exponentiellen Wachstumsmodell vorhergesagte Populationsdynamik nicht belie-
big lange anhält. Dieses Missverhältnis zwischen Daten und Modell lässt darauf
schließen, dass ein wichtiger Prozess in dem Modell nicht berücksichtigt wurde.
In unserem Beispiel könnte die Ursache sein, dass eine wachsende Bakterienpopu-
lation zu einer Ressourcenknappheit führt, die ihrerseits ein langsameres Teilen
der Zellen induziert. Diese Modellannahme führt zum sogenannten logistischen
Wachstum. Wenn man die Dynamik von verschiedenen Modellen mit Daten ver-
gleicht, um herauszufinden, welches der betrachteten Modelle der Realität am
nächsten kommt, spricht man von Modellselektion [19] (Abb. 2C). Die Modellse-
lektion ist ein formaler, statistisch untermauerter Prozess, der es erlaubt, gewisse
Modelle anhand der vorhandenen Datenlage auszuschließen. Auch dies erinnert in
einem gewissen Sinne an Lernen aus Erfahrung: Basierend auf den vorhandenen
Daten wird durch Modellselektion „gelernt“, welche Modellannahmen nicht mit
der Realität vereinbar sind.

Anhand von Modellselektion können konkurrierende mechanistische Hypo-
thesen miteinander verglichen werden, indem jede Hypothese als ein Modell
formuliert, und die Dynamik der jeweiligen Modelle mit der Realität verglichen
wird. Hypothesen, die zu Modellen führen, die der Realität sehr nahe kommen,
können anschließend experimentell überprüft werden. Auf diese Weise kann
mathematische Modellierung Hypothesen für die experimentelle Wissenschaft
generieren. Die Hypothesengenerierung durch Modellierung und Simulation findet
z. B. in den Biowissenschaften zunehmende Verbreitung [9, 13–16, 18, 23]. Auf
diese Weise können mathematische Modelle zum mechanistischen Verständnis
komplexer Sachverhalte beitragen. Auch das Verständnis komplexer Konzepte ist
ein Kennzeichen der Intelligenz im Sinne der obigen Definition.

4.5 Optimal Experimental Design

Häufig ist es so, dass verschiedene Modelle im Vergleich mit der Realität et-
wa gleich gut abschneiden. Dies kann daran liegen, dass sich die Modelle in den
getesteten experimentellen Szenarien sehr ähnlich verhalten. Systematische Model-
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lanalyse und Simulation kann in diesem Fall helfen experimentelle Bedingungen
zu finden, unter denen sich konkurrierende Hypothesen und somit konkurrierende
Modelle unterschiedlich voneinander verhalten (Abb. 2D). Auf diese Weise wird
es möglich, durch entsprechende Experimente Modelle bzw. Hypothesen zu wider-
legen. Mechanistische Modelle können also dazu verwendet werden, Experimente
optimal zu planen, die es erlauben, zwischen verschiedenen Mechanismen bzw.
Hypothesen zu unterscheiden. Dies bezeichnet man als Optimal Experimental De-
sign. Allgemeiner betrachtet ist Optimal Experimental Design ein Beispiel für eine
systematische Planung, die die Erreichung eines vorgegebenen Ziels erleichtert
[24]. Ein derartiges Vorgehen ist ebenfalls ein Merkmal von Intelligenz.

4.6 Datenanalyse und Interpretation

In ähnlicher Weise können mechanistische Modelle bei der Analyse und Inter-
pretation komplexer Datensätze helfen. Durch systematische Modellanalyse bzw.
Simulation wird es möglich, Systemeigenschaften zu identifizieren, die charakte-
ristisch für bestimmte Prozesse sind. Aufgrund solcher Simulationen kann man
erfahren, auf welche Tendenzen in Datensätzen besonderes Augenmerk gerichtet
werden soll. In diesem Sinne sind mechanistische Modelle ein wichtiges Werk-
zeug zur gezielten Datenanalyse und können helfen, den Blick auf das für eine
bestimmte Fragestellung Wesentliche zu lenken. Basierend auf der Erfahrung von
Modellsimulation können Muster in Daten erkannt und erklärt werden. Dies ist
ein Beispiel für effizientes Erkennen („rasches Auffassen“) von Zusammenhängen
und erinnert an Lernen aus Erfahrung. Beides sind Merkmale von Intelligenz.

4.7 Komplexitätsreduktion

Komplexe mechanistische Modelle können durch Techniken der sogenannten
Modellreduktion unter gewissen Annahmen in einfachere Modelle mit einem sehr
ähnlichen Verhalten überführt werden [25]. Dies bedeutet nicht nur eine Komple-
xitätsreduktion, die praktische Anwendungen des jeweiligen Modells vereinfacht,
sondern es wird auch eine Aussage darüber getroffen, welche Prozesse für ein
bestimmtes beobachtetes Phänomen relevant sind und welche Prozesse unter wel-
chen Bedingungen vernachlässigt werden können (Abb. 2E). Dies erlaubt es, die
wichtigsten Komponenten eines Systems zu identifizieren und trägt auf diese
Weise zum Verständnis komplexer Phänomene sowie zu deren Einordnung in den
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Kontext bisherigen Wissens bei. Identifikation wesentlicher Prozesse, Zuordnung
von Beobachtungen zu zugrunde liegenden Prozessen, Verwerfen unnötiger Infor-
mation, alles dieses sind Merkmale von Intelligenz. Das Herausfiltern wesentlicher
und verwerfen unnötiger Information findet permanent in unserem Gehirn statt
und ist möglicherweise eine wichtige Voraussetzung für das Überleben in einer
komplexen Umwelt [26].

5 Welche Techniken und Werkzeuge verwendet die mechanistische
Modellierung?

Mechanistische Modellierung greift auf eine Vielzahl von mathematischen und
informatischen Herangehensweisen zurück [27]. Besonders nützlich sind Dif-
ferentialgleichungen, da sie erlauben, die Veränderung einer Größe (d. h. deren
Ableitung) mit ablaufenden Prozessen in Verbindung zu bringen. Differential-
gleichungen, die nur Ableitungen nach einer Variable enthalten, werden auch
als gewöhnliche Differentialgleichungen bezeichnet. Sie kommen z. B. dann zum
Einsatz, wenn die zeitliche Veränderung einer Variable modelliert wird. Sobald
die zeitliche und räumliche Veränderung einer Variable gemeinsam untersucht
werden, werden sogenannte partielle Differentialgleichungen verwendet. Dif-
ferentialgleichungen, die zufällige Schwankungen einbeziehen, werden als sto-
chastische Differentialgleichungen bezeichnet [28]. Auch sie spielen eine Rolle
in der mechanistischen Modellierung. Ein großer Vorteil der Verwendung von
Differentialgleichungen liegt darin, dass mit analytischen Methoden die System-
dynamik systematisch untersucht und im besten Falle vollständig charakterisiert
werden kann. Differentialgleichungsmodelle können vor allem dann angewendet
werden, wenn eine Population, die aus sehr vielen ähnlichen Individuen besteht,
untersucht wird. Entsprechende Variablen sind daher z. B. Konzentrationen oder
Populationsdichten. In gewissem Sinne beschreiben sie durchschnittliche Größen.
Einen Gegenpol hierzu bilden die sogenannten Individuums-basierten Modelle,
die dazu genutzt werden, die Dynamik einer Population aus der Perspektive des
Verhaltens individueller Einheiten (z. B. einzelner Zellen, einzelner Moleküle,
einzelner Menschen etc.) basierend auf bestimmten Regeln zu beschreiben [29].
Hierbei können die einzelnen Individuen sehr unterschiedlich agieren. Solche
Modelle sind meistens einer systematischen mathematischen Untersuchung nicht
zugänglich und müssen am Computer simuliert werden. Die Charakterisierung
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des Verhaltens eines derartigen Modells ist herausfordernd, da die benötigten
Rechenzeiten sehr lang sein können, und eine Vielzahl von Parametern variiert
werden muss. Auch komplexe Differentialgleichungsmodelle sind oft nicht mehr
allein mit mathematischen Techniken zu untersuchen. Hier kommen dann nu-
merische Verfahren zum Einsatz, die die Dynamik einer Differentialgleichung
approximieren. Auch in diesem Falle ist eine systematische Charakterisierung der
Systemdynamik zeitaufwendig und herausfordernd. Effiziente numerische Algo-
rithmen werden im Grenzbereich zwischen Mathematik und Informatik entwickelt.
Bei der Modellselektion und Parameterschätzung kommen häufig Verfahren aus
der Statistik und Optimierung zum Einsatz. Insgesamt greift die mechanistische
Modellierung auf ein interdisziplinäres Arsenal von Methoden zurück.

6 Beispiele für mechanistische mathematische Modellierung in der
aktuellen Forschung

Im Folgenden werden wir zwei Beispiele der mechanistischen Modellierung aus
unserer aktuellen Forschung skizzieren um zu verdeutlichen, wie mathematische
Modelle auf aktuelle Fragestellung angewendet werden können.

6.1 Beispiel 1: Alterung neuronaler Stammzellen

Die lebenslange Bildung von Neuronen (Neurogenese) ist wesentlich für die
kognitive Funktion des Gehirns. Bei der Neurogenese entstehen in einem mehrstu-
figen Prozess Neuronen aus sogenannten neuronalen Stammzellen. Die Existenz
von neuronalen Stammzellen wurde im Wesentlichen an zwei Lokalisationen des
adulten Mäusegehirns nachgewiesen. Dies sind der Hippocampus und die subven-
trikuläre Zone. Messungen zeigen, dass die Anzahl der neuronalen Stammzellen
mit steigendem Lebensalter abnimmt. Die Geschwindigkeit, mit der die Stamm-
zellpopulation abfällt, reduziert sich im Laufe der Alterung. Dies deutet auf einen
Mechanismus hin, der dem kompletten Verbrauch der neuronalen Stammzellen
im hohen Alter entgegenwirken soll. Die diesem Phänomen zugrunde liegenden
Mechanismen sind Gegenstand der aktuellen Forschung.

Neuronale Stammzellen sind zum größten Teil ruhende (quieszente) Zellen.
Wird eine neuronale Stammzellen aktiviert, teilt sie sich in zwei Tochterzellen.
Die sogenannte Selbsterneuerungswahrscheinlichkeit gibt an, mit welcher Wahr-
scheinlichkeit jede der aus einer Teilung hervorgehenden Tochterzellen wieder
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eine Stammzelle ist. Grundsätzlich können drei Szenarien unterschieden werden:
entweder sind beide Tochterzellen wieder neuronale Stammzellen oder beide
Tochterzellen sind sogenannte Progenitorzellen, also reifer als ihre Mutterzelle,
oder je eine Tochterzelle ist Stammzelle und eine ist Progenitorzelle. Stammzellen,
die aus der Teilung hervorgehen, gehen wieder in den ruhenden Zustand über.
Experimentelle Daten zeigen, dass mit zunehmendem Alter ein immer geringerer
Anteil der neuronalen Stammzellpopulation aktiv ist. Anhand der experimentellen
Daten ergibt sich die Frage, ob sich die Eigenschaften neuronaler Stammzellen
mit zunehmender Alterung verändern.

Grundsätzlich sind verschiedene Veränderungen denkbar, z. B. eine verzögerte
Teilung von aktivierten Zellen, eine Veränderung der Selbsterneuerungswahr-
scheinlichkeit oder eine geringere Aktivierungswahrscheinlichkeit. Aufgrund
experimenteller Limitierungen ist es nicht möglich, einzelne Stammzellen im zeit-
lichen Verlauf in vivo zu beobachten. Aus diesem Grund haben wir die Frage, ob
und wenn ja wie sich neuronale Stammzellen mit zunehmendem Alterungsprozess
verändern, mit Hilfe der Modellselektion untersucht. Zu diesem Zweck wurden
verschiedene mathematische Modelle aufgestellt. Das erste Modell geht davon aus,
dass alle Stammzell-Parameter zeitlich konstant sind (also die Aktivierungswahr-
scheinlichkeit, die Selbsterneuerungswahrscheinlichkeit sowie das Zeitintervall
zwischen Aktivierung und Teilung). Das zweite Modell geht davon aus, dass die
Selbsterneuerungswahrscheinlichkeit im Alter zunimmt. Das dritte Modell basiert
auf der Annahme, dass das Intervall zwischen Aktivierung und Zellteilung im Alter
verändert ist, das vierte Modell nimmt an, dass die Aktivierungswahrscheinlichkeit
mit zunehmendem Alter abnimmt.

Die Modellselektion legt nahe, dass das Modell, das eine reduzierte Aktivie-
rungswahrscheinlichkeit annimmt, am besten zu den experimentellen Daten passt
(s. Abb. 3) [18]. Biologisch ergibt sich daraus, dass die altersbedingte Reduktion
der Aktivierungswahrscheinlichkeit einen wesentlichen Mechanismus darstellen
könnte um die Depletion der Stammzellpopulation zu verlangsamen. Von allen be-
trachtet Modellen ist dies der einzige Mechanismus, der sowohl den zeitlichen Ver-
lauf der gesamten Stammzellanzahl als auch die veränderte Proportion der aktiven
Stammzellen erklären kann. Genexpressionsstudien und Knockout-Experimente
bestätigen diese Sichtweise [18]. Dies ist ein Beispiel wie die Kombination von
mathematischen Modellen mit experimentellen Daten Einblick in biologische
Mechanismen geben kann. Basierend auf den zugrunde gelegten mechanistischen
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Abbildung 3: Modellselektion angewendet auf Fragestellungen der adulten Neurogenese. Modelle,
die auf unterschiedlichen Annahmen beruhen, werden mit experimentellen Daten (dargestellt als
schwarze Punkte) verglichen. Das Modell, das die Daten am besten wiedergibt, geht davon aus,
dass sich die Aktivierungsrate ruhender neuronaler Stammzellen mit zunehmendem Alter verringert.
Dieses Phänomen wird durch experimentelle Befunde untermauert.

Annahmen und den gemessenen Daten schlussfolgert bzw. entscheidet das Modell,
welche mechanistischen Hypothesen zu den Daten passen und welche nicht mit der
Realität übereinstimmen. Die Modellselektion trifft also logische Entscheidungen,
anhand von Daten und Hypothesen. Aufgrund der komplizierten Dynamik der
einzelnen Modelle kann diese Entscheidung nicht ohne Weiteres intuitiv getroffen
werden. Dieses Beispiel zeigt die Interaktion zwischen menschlicher Intelligenz,
die sich in der Formulierung der mechanistischen Hypothesen und der Auswahl
geeigneter Experimente manifestiert, und mathematischer Intelligenz, die aus
diesen Zutaten logische Schlussfolgerungen trifft.

6.2 Beispiel 2: Einfluss von Leukämie-Stammzellen auf den
Krankheitsverlauf

Die sogenannte akute myeloische Leukämie gehört zu den aggressivsten bösarti-
gen Erkrankungen des blutbildenden Systems. Im Verlauf der Erkrankung reichern
sich mutierte Zellen mit einer spezifischen Morphologie, sogenannte Blasten, im
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Knochenmark an und verdrängen die gesunde Blutbildung. Die Blasten leiten
sich in einem mehrschrittigen Prozess aus sogenannten Leukämie-Stammzellen
(Krebs-Stammzellen) ab. Die Krebs-Stammzellen sind dadurch charakterisiert,
dass sie sich beliebig oft teilen können und dass ihre Population im Verlauf der
Erkrankung erhalten bleibt. Aus den Leukämie-Stammzellen gehen sogenannte
leukämische Progenitorzellen hervor, die ihrerseits Blasten bilden. Anders als
die Leukämie-Stammzellen können leukämische Progenitorzellen und Blasten
nur eine beschränkte Anzahl von Teilungen durchlaufen. Dies bedeutet, dass die
Erkrankung theoretisch durch Eradikation der Leukämie-Stammzellpopulation
geheilt werden könnte, da in Abwesenheit der Leukämie-Stammzellen der Nach-
schub an leukämischen Progenitorzellen und Blasten versiegen würde. Aus diesem
Grund stehen Leukämie-Stammzellen im Zentrum des Interesses der klinischen
Forschung. Auch die gesunde Blutbildung (Hämatopoese) wird durch eine Stamm-
zellpopulation, die sogenannten hämatopoetischen (blutbildenden) Stammzellen,
aufrechterhalten.

Die Forschung der letzten Jahre hat gezeigt, dass Stammzellen einer spezi-
fischen Mikroumgebung bedürfen, um ihre Funktion aufrechtzuerhalten. Diese
Mikroumgebung wird auch als Stammzellnische bezeichnet. Es gibt Hinweise,
dass im Verlauf der akuten myeloischen Leukämie die hämatopoetischen Stamm-
zellen durch Leukämie-Stammzellen aus der Nische verdrängt werden und dass
auf diese Weise die gesunde Blutbildung zum Erliegen kommt.

In Ermangelung geeigneter experimenteller Daten, aufgrund der Unzugänglich-
keit des menschlichen Knochenmarks für die zeitaufgelöste in vivo Beobachtungen
einzelner Zellen, haben wir die Frage, wie die Eigenschaften von Leukämie-
Stammzellen den Krankheitsverlauf beeinflussen, mit Hilfe mathematischer Mo-
delle untersucht. Die mathematischen Modelle deuten nicht nur darauf hin, dass
tatsächlich hämatopoetische und Leukämie-Stammzellen um eine gemeinsame
Nische konkurrieren und eine Verdrängung der hämatopoetischen Stammzel-
len aus der Nische aufgrund der Expansion der Leukämie-Stammzellen stattfin-
det, sondern sie vermitteln auch Einblicke, welche Eigenschaften der Leukämie-
Stammzellen einen besonders ausgeprägten Einfluss auf den Krankheitsverlauf
haben [13, 23]. Die Modellsimulationen implizieren, dass nicht nur die Teilungs-
rate der Leukämie-Stammzellen eine wichtige Rolle spielt, sondern dass auch
die Wahrscheinlichkeit, mit der eine durch Teilung neu entstandene Leukämie-
Stammzelle eine hämatopoetische Stammzelle aus der Nische verdrängt, einen
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wesentlichen Einfluss haben könnte [13]. Dem Modell nach zu urteilen ist der Zu-
sammenhang zwischen diesen beiden Zelleigenschaften und der Geschwindigkeit,
mit der die Erkrankung fortschreitet, nichtlinear.

Basierend auf simultanen Messungen der hämatopoetischen Stammzellzahl und
der Blastenfrequenz zum Zeitpunkt der Erstdiagnose erlaubt das Modell, Eigen-
schaften der Leukämie-Stammzellen zu quantifizieren. Das Modell sagt voraus,
dass die Eigenschaften der Leukämie-Stammzellen Einfluss auf die Prognose
haben und dass eine modellbasierte Quantifizierung dieser Zellparameter zusätz-
liche Informationen im Vergleich zur etablierten klinischen Risiko-Einteilungen
bieten könnte. Die Anwendung der modellbasierten Risikostratifizierung auf die
Patientenkohorte einer klinischen Studie bestätigt, dass sich die klinische Risi-
koeinteilung tatsächlich mit Hilfe des Modells verbessern lässt (Abb. 4) [13].

Dieses Beispiel zeigt, dass mechanistische Modelle Einblick in den Verlauf einer
malignen Erkrankung geben können und dass sie zusätzliche prognostische An-
haltspunkte liefern. Aufgrund der komplexen und nichtlinearen Prozesse, die der
Krankheitsprogression zugrunde liegen, liefert die modellbasierte Risikoeinteilung
mehr Informationen als die klinische Einteilung, die auf Analogiebetrachtungen,
intuitiven Argumenten und empirischer Erfahrung beruht.

Die mathematischen Verfahren haben hier dazu beigetragen, wesentliche Pro-
zessparameter zu identifizieren und diese anhand individueller Patientendaten zu
quantifizieren. Dies führt zu einer computergestützten Maschinerie, die Patienten
unterschiedlichen Prognose-Gruppen zuweist. Hier wird also mathematische Intel-
ligenz verwendet, um Entscheidungen (Gruppenzuweisungen) und Vorhersagen
(Prognose) zu ermöglichen. Der Anteil der menschlichen Intelligenz an diesem
prognostischen Verfahren liegt in der Aufstellung der dem Modell zugrunde lie-
genden Hypothesen und in der Identifizierung messbarer Größen, hier in Form von
Zelloberflächenmarkern, die zur individualisierten Parameterschätzung verwendet
werden können.

7 Datengetriebene Verfahren

Mechanistische Modelle basieren auf Modellannahmen, die auf Hypothesen be-
züglich der einem Phänomen zugrunde liegenden Prozesse beruhen. Aus diesem
Grund wird die mechanistische Modellierung auch als ein hypothesengetriebenes
Verfahren bezeichnet. Dem gegenüberzustellen sind die sogenannten datengetrie-
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Abbildung 4: Parameterschätzung und Simulation angewendet auf Fragestellungen der personali-
sierten Medizin. Basierend auf einem Modell, das die Konkurrenz hämatopoetischer (HSC) und
leukämischer Stammzellen (LSC) um Plätze in der Stammzellnische beschreibt, werden für den
Krankheitsprogress wichtige Prozesse identifiziert. Unter Nutzung von Daten zum Zeitpunkt der
Diagnose werden Modellparameter abgeschätzt, die es erlauben, Patienten verschiedenen Risi-
kogruppen zuzuweisen. Mit diesem Verfahren können Patienten der sog. mittleren Risikogruppe
genauer unterteilt werden.
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benen Verfahren. Datengetriebene Verfahren, ein wesentlicher Teil der Ansätze des
sogenannten maschinellen Lernens gehört hierzu, greifen nicht auf mechanistische
Hypothesen zurück, sondern versuchen, Gesetzmäßigkeiten anhand von Daten-
sätzen „unvoreingenommen“ abzuleiten. Dies bedeutet, dass ein Algorithmus
basierend auf einem sogenannten Trainingsdatensatz Gesetzmäßigkeiten sucht,
die die Beantwortung einer bestimmten Frage ermöglichen sollen. Im einfachsten
Fall, dem sogenannten supervidierten Lernen, ist die Antwort auf die gestellte
Frage für die Daten aus Trainingssatz bekannt. Der Algorithmus versucht dann
Merkmale der Trainingsdaten zu extrahieren, die eine korrekte Beantwortung der
Frage erlauben. Hierbei werden oft Ansätze aus der Statistik und Optimierung
angewendet [30]. Werden dem Algorithmus nun weitere, nicht in dem Trainingsda-
tensatz enthaltene Daten vorgelegt, versucht er anhand der extrahierten Merkmale
die gestellte Frage für den neuen Datensatz zu beantworten. Dies ist ein Beispiel
für Lernen aus Erfahrung, denn basierend auf der Erfahrung innerhalb des Trai-
ningsdatensatzes wird der Algorithmus in die Lage versetzt, Aussagen über neue,
unbekannte Datensätze zu treffen.

Datengetriebene Verfahren sind besonders dann vielversprechend, wenn ein
hypothesengetriebener Ansatz nicht gewählt werden kann. Dies kommt beispiels-
weise vor, wenn zu wenig Wissen über die einem Phänomen zugrunde liegenden
Prozesse vorhanden ist oder wenn die zugrunde liegenden Prozesse zu komplex
sind, um sie sinnvoll mechanistisch zu modellieren. Ein Vorteil vieler datenge-
triebener Verfahren ist, dass sie ‘out-of-the-box’ auf Daten angewendet werden
können, ohne sich vorher ausführlich mit möglichen mechanistischen Hypothesen
auseinandersetzen zu müssen.

In vielen Fällen sind für datengetriebene Verfahren im Vergleich zur mechanisti-
schen Modellierung relativ große Trainingsdatensätze notwendig. Dies liegt unter
anderem daran, dass dem Algorithmus das Wissen über mögliche Mechanismen
fehlt und sämtliche Informationen direkt aus Daten extrahiert werden müssen. Dies
kann natürlicherweise dann zu Problemen führen, wenn ein Trainingsdatensatz
nicht repräsentativ ausgewählt wurde bzw. nicht den gesamten Raum der vor-
kommenden Möglichkeiten abdeckt. Datengetriebene Verfahren finden eine sehr
breite Anwendung in der Bildverarbeitung und Bildanalyse. Eine medizinische
Anwendung hiervon ist z. B. die Auswertung von Röntgenbildern.
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8 Ausblick

Die aktuelle Forschung ist bemüht, hypothesengetriebene und datengetriebene
Ansätze miteinander zu verbinden. Im günstigsten Falle resultiert daraus eine
Kombination der Stärken der jeweiligen Herangehensweisen. Hier sind verschie-
dene Möglichkeiten denkbar. Zum einen ist es möglich, gut verstandene Prozesse
mechanistisch zu modellieren und Einflussfaktoren, deren Wirkung nicht im Ein-
zelnen bekannt ist, mit Hilfe von datengetriebenen Verfahren in die Modellierung
einzubeziehen. Interessant ist in diesem Zusammenhang auch die Frage, ob me-
chanistische Modelle verwendet werden können, um Datensätze zu generieren,
mit denen datengetriebene Verfahren trainiert werden.

Dies könnte z. B. im Rahmen der Modellselektion eine Rolle spielen. Ein Lern-
algorithmus könnte mit Daten trainiert werden, die von verschiedenen Modellen
generiert wurden und dann dabei helfen zu erkennen, welches der verschiedenen
Modelle am besten zu experimentellen Daten passt. Bei der Anwendung von
mechanistischen Modellen zur Vorhersage des individuellen Krankheitsverlaufs
kann der Fall eintreten, dass es verschiedene validierte Modelle gibt, die im Durch-
schnitt etwa gleich gut zur Realität passen, die jedoch, wenn man sie auf einen
einzelnen Patienten anwendet, zu deutlich unterschiedlichen Vorhersagen führen.
In diesem Fall ist es notwendig, eine Herangehensweise zu etablieren, die es
ermöglicht, basierend auf individuellen Patientenmerkmalen möglichst früh in der
Behandlung herauszufinden, welches Modell für einen gegebenen Patienten am
geeignetsten ist. Auch hier könnten datengetriebene Verfahren helfen.

9 Schlussfolgerung

Zusammenfassend können mechanistische Modelle als problemspezifische Ap-
proximationen der Realität angesehen werden, deren Komplexität mit den vor-
handenen mathematischen und computergestützten Werkzeugen handhabbar ist.
Auch wenn Modelle Vereinfachungen der Wirklichkeit darstellen, stimmen sie im
Hinblick auf bestimmte Eigenschaften gut genug mit der Realität überein, um sich
in Forschung und Anwendung als nützlich zu erweisen. Mechanistische Modelle
ermöglichen zu verstehen, wie die quantitative und qualitative Dynamik eines
Systems von Modellannahmen, Anfangsbedingungen, und Prozessparametern ab-
hängt. Falls die Modellannahmen gut zur Realität passen, können mechanistische
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Modelle verwendet werden, um wichtige Prozessparameter anhand von Daten zu
quantifizieren.

Wenn alle wichtigen Prozessparameter bereits bekannt sind, erlauben mecha-
nistische Modelle, die Dynamik eines Systems quantitativ vorherzusagen. Die
fehlende Übereinstimmung von Modell und Realität deutet auf Lücken in unse-
rem Verständnis hin und führt zur Bildung neuer Hypothesen. Mechanistische
Modelle verfügen über Eigenschaften, die häufig als Merkmale von Intelligenz
angesehen werden, dazu zählen z. B. die Vorhersage von Ereignissen, das Ableiten
von Schlussfolgerungen basierend auf Erfahrung, das Treffen von Entscheidun-
gen, das Lösen von Problemen, das Planen von Strategien (z. B. Experimenten),
die Reduktion eines komplexen Problems auf wesentliche Einflussgrößen, die
Rückführung komplexer Dynamik auf mögliche Mechanismen oder das Treffen
einer Auswahl aus mehreren konkurrierenden Hypothesen. Die Kombination von
mechanistischen Modellen mit datengetriebenen Verfahren kann helfen, Einfluss-
größen und Phänomene in die Modellierung einzubeziehen, deren Wirkweise
(noch) im Dunkeln liegt.

Mathematische Modelle und trainierte maschinelle Algorithmen sind auf spezi-
fische Fragestellungen zugeschnittene Konstrukte. Beide können zu fragwürdigen
Ergebnissen führen. Dies ist insbesondere dann der Fall, wenn Modellannahmen
verletzt werden oder verwendete Daten nicht repräsentativ bzw. anderweitig nicht
valide sind. Auch wenn die menschliche Intelligenz flexibler ist als diese Konstruk-
te, ist es ihr nicht fremd, fragwürdige Schlussfolgerungen zu ziehen. Man denke
etwa an Pareidolien und optische Täuschungen. Mathematischer, maschineller
und menschlicher Intelligenz ist wahrscheinlich gemein, dass eine auf begrenzten
Ressourcen basierende Interaktion mit einer komplexen Umwelt eine Komplexi-
tätsreduktion erfordert. Eine solche ist jedoch inhärent fehlbar und neigt mitunter
dazu, beobachtete Veränderungen zu Unrecht mit ihr bekannten Phänomenen zu
identifizieren.
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